x

: HAKXIIl Congresso de
'. Iniciac&o Cientifica da

x

°®

8

Unicamp

&

VERIFICACAO E MITIGACAO DE VIESES NO
APRENDIZADO DE MAQUINA NO DIAGNOSTICO
DE DOENCAS

Palavras-chave: aprendizado de maquina, vieses, inteligéncia artificial, satde.

Autoras:

Luisa Martins Felix de Oliveira, FT — UNICAMP
Profa. Dra. Livia Ruback (orientadora), FT - UNICAMP

Dr. Ariel Soares Teles, UFMA

1 INTRODUCAO

Com o avanco de métodos e técni-
cas baseadas em Inteligéncia Artificial (IA)
e Machine Learning (ML), tem-se observado
uma crescente incorporacao dessas aborda-
gens em contextos cientificos e médicos, so-
bretudo no apoio a predicao de diagnosticos
clinicos. No entanto, esses sistemas podem
herdar e até amplificar desigualdades soci-
ais preexistentes caso seus algoritmos apre-
sentem vieses nao identificados. Este pro-
jeto tem como objetivo diagnosticar e miti-
gar vieses algoritmicos em modelos de ML
aplicados ao diagnostico de diabetes, anali-
sando disparidades de tratamento entre di-
ferentes grupos sociais. A pesquisa utiliza

métricas de fairness como Statistical Parity

Difference, Equal Opportunity Difference e
Average Odds Difference para avaliar a pre-
senca de viés. Sao aplicadas técnicas de mi-
tigacao ,como Reweighing e Prejudice Re-
mover, nos vieses encontrados, com poste-
rior analise do impacto dessas abordagens
na reducao das disparidades. Os resultados
esperados podem orientar futuras préaticas
de desenvolvimento e avaliacao de modelos

de TA sensiveis a questoes éticas e sociais.

2 METODOLOGIA

2.1 Dataset

Este estudo utiliza dados da edi-
¢ao 2015 do Behavioral Risk Factor Sur-
veillance System (BRFSS), conduzido pelo
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CDC [Xie et al., 2019, que retne informa-
¢oes de pacientes nos EUA sobre compor-
tamentos de satude e condigoes médicas cro-
nicas. A base contempla 441.456 instancias,
descritas por 330 atributos, coletadas nos 50
estados norte-americanos, Distrito de Co-

lumbia, Guam e Porto Rico.

Para o experimento realizado, foram
selecionados 24 atributos, incluindo fatores
clinicos associados ao diabetes (como pres-
sao alta e IMC [Pias et al., 2023]) e determi-
nantes sociais da satiide, como género, etnia,
renda e acesso a plano de saude. As va-
riaveis género e etnia foram tratadas como
protegidas, sendo usadas para avaliagao de
equidade e mitigacao de viés no diagnostico
de diabetes tipo 2, que é a variavel-alvo do

estudo.

2.2 Pré-Processamento

O atributo alvo era inicialmente di-
vidido em quatro categorias: pessoas com
diabetes(1), com diabetes apenas durante
a gravidez(2), sem diabetes(3) e com pré-
diabetes(4).

avaliagao de vieses esse atributo foi trans-

Posteriomentr, por conta da

formado em um atributo binério, em que o
valor 1 indica a presenca de diabetes ou pré-
diabetes, e o valor 0 representa a auséncia
de diabetes ou ocorréncia apenas durante
a gestacao. A pré-diabetes foi considerada
como caso positivo devido a sua relevan-
cia clinica, conforme orientacao da Ameri-
can Diabetes Association (ADA), que des-
taca esse estado como de alto risco para o
desenvolvimento de diabetes e complicagoes

associadas, sendo fundamental sua detecgao
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precoce [Association, 2023).

A varidvel de etnia foi simplificada
para dois grupos — brancos (1) e ndo bran-
cos (0) — visando & anélise de justica algo-
ritmica. O género, por ja ser binario, nao

exigiu ajustes.

2.3 Classificacao

Para a tarefa de classificacao com
ML no diagnoéstico de diabetes tipo 2,
treinamos um algoritmo de Regressao Lo-
(LR) [Wright, 1995].

a regressao logistica nem sempre apre-

gistica Embora
sente o melhor desempenho em conjun-
tos de dados desbalanceados, ela conti-
nua sendo um modelo amplamente utili-
zado e interpretdvel em pesquisas sobre
justica algoritmica, sendo tutil para iden-
tificar e mitigar viés [Mehrabi et al., 2021
H.P.Jain et al., 2022]. A LR também é par-
ticularmente compativel com diversas técni-
cas de mitigagao de viés, ja que alguns mé-
todos de pos-processamento — como o Pre-
judice Remover — dependem internamente
da dinamica de aprendizagem da regressao

logistica.

Utilizamos a biblioteca Al Fairness
360 (AIF360) |[Kush Varshney, 2018] para
treinar modelos de Regressao Logistica
(LR), adotando o otimizador SAGA em to-
dos eles, inclusive nos treinados com repon-
deracao, para assegurar comparabilidade
consistente entre as abordagens de mitiga-
¢ao — dado que a implementagao do Pre-
judice Remover na AIF360 também utiliza
LR com SAGA. A avaliagao foi realizada por

meio de métricas de desempenho em clas-
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sificagdo, como acuracia, revocagao (recall),
precisao, Fl-score e AUC-ROC. Para robus-
tez, aplicamos tanto a divisao hold-out (70-

30) quanto validagao cruzada com 5 folds.

2.4 Avaliacao de Fairness

Para a avaliacao de vieses de raca e
de género, foram utilizadas trés métricas de
fairness com o objetivo de avaliar possiveis
disparidades nos resultados de predicao dos
modelos desenvolvidos: SPD, EOD e AOD
[Hardt et al., 2016]. Todas as métricas sao
baseadas em diferencas, ou seja, calculam a
diferenca absoluta entre dois grupos em re-
lacao a determinados desfechos preditivos.
Um valor ideal de 0 para cada métrica in-
dica equidade perfeita, representando au-

séncia de disparidade entre os grupos.

2.5 [Estratégias de Mitigacao

Neste estudo, foram adotadas es-
tratégias de mitigacao de viés nos esté-
gios de pre-processing (ajuste dos dados
antes do treinamento) e in-processing (in-
tervencoes durante o processo de aprendi-
zado), com o objetivo de promover maior
As

técnicas de pre-processing foram utiliza-

equidade nas predigoes dos modelos.

das para ajustar os dados antes do trei-
namento, reduzindo desigualdades na re-
presentacao de grupos demograficos - como
o método de Reweighting, que atribui pe-
sos as amostras com base na distribuicao
dos grupos sensiveis [Mehrabi et al., 2021],
Caton and Haas, 2024]. Ja

no in-

"https://github.com/luisafelixx/Fairness

processing, o viés foi melhor mtigado du-
rante o proprio processo de aprendizado,
por meio de modificacoes na funcao de
perda, como no método Prejudice Remo-
ver, o qual adiciona uma penalizacao a
dependéncia entre a variavel sensivel e o
resultado previsto, forgando o modelo (ex.
regressao logistica) a reduzir associagoes
|[Kamishima et al., 2012]
Caton and Haas, 2024].

discriminatoérias

3 RESULTADOS E DIS-
CUSSAQO

Todo o codigo utilizado neste estudo
estd disponivel publicamente no GitHub E],
incluindo o pré-processamento dos dados, a
visualizacao grafica e a mitigagao de vieses.
Gréficos adicionais que nao puderam ser in-
cluidos neste artigo também estao disponi-
veis 14, oferecendo uma compreensao mais
aprofundada dos resultados e das distribui-

¢oes dos dados.

3.1 Avaliacao de Desempenho

O modelo de diagnostico de dia-
betes utilizando LR obteve alta acuréa-
cia (0.84728) e ROC-AUC (0.8181), porém
apresentou valores relativamente baixos de
precisdo (0.54950), revocagao (0.18622) e
Fl-score (0.2781). Esses resultados de de-
sempenho refletem, em grande parte, a dis-
tribui¢ao desbalanceada dos casos positivos
de diabetes, o qual representam apenas 15%

do conjunto de dados.

_Diabetes
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3.2 Avaliacao de Fairness

A Tabela 1 apresenta os resultados
das métricas de fairness antes da mitigacao
de viés, com foco em etnia e género. Os gru-
pos privilegiados sao definidos como brancos
(para etnia) e homens (para género). Em
contraste, individuos nao brancos e do sexo

feminino sao considerados nao privilegiados.

Meétricas Fairness | Etnia | Género
SPD 0.075 | -0.005
EOD 0.162 0.017
AOD 0.101 0.006

Tabela 1: Métricas de Fairness sem mitiga-
cao de viés para etnia e género.

As métricas de justica indicam que o
modelo apresenta viés mais evidente em re-
lacao a etnia, favorecendo individuos bran-
cos nas previsoes de diabetes. Os valores de
SPD (0.075), EOD (0.162) e AOD (0.101)
para etnia mostram que pessoas nao brancas
tém menos chances de serem corretamente

diagnosticadas.

Em contrapartida, os resultados para
género sao bons: os valores de SPD (-0.005),
EOD (0.017) e AOD (0.006) indicam desi-
gualdades quase nulas entre homens e mu-
lheres. Isso sugere que o modelo é prati-
camente neutro quanto ao género, distri-
buindo previsoes e acertos de forma equi-

librada entre os dois grupos.

3.3 Resultados Po6s Mitigacao
de Viés

Foram aplicadas duas estratégias de
mitigagao de viés com foco na variavel pro-
tegida etnia: Reweighting (pre-processing)
e Prejudice Remover(in-processing). Como
as métricas de justica para género nao in-
dicaram viés significativo, nenhuma técnica

foi aplicada para essa variavel.

Ambas as abordagens apresentaram
resultados positivos, melhorando consisten-
temente as trés métricas de justiga (SPD,
EOD e AOD) e contribuindo para a redugao
das disparidades observadas anteriormente,
conforme mostra a Tabela 2, a que compa-
rapara as métricas de fairness entre as estra-

tégias aplicadas e o cenario sem mitigacao

para etnia.
Sem Mit RW PR
SPD | 0.075048 | 0.014945 | 0.014301
EOD || 0.162955 | 0.002936 | 0.006501
AOD | 0.101394 | 0.003856 | 0.004988

Tabela 2: Resultados de Mitigacao de Viés
para Etinia.

4 CONCLUSOES

Este estudo avaliou a justica em mo-
delos de aprendizado de maquina para di-
agnostico de diabetes, com base nos dados
do BRFSS. Embora a regressao logistica te-
nha apresentado boa acuracia e AUC-ROC,
métricas como precisao e F'1-score foram im-
pactadas pelo desbalanceamento dos dados.
As anélises de justica indicaram desigual-

dades, especialmente relacionadas a etnia,
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desfavorecendo individuos nao brancos.

Para mitigar esses vieses, foram apli-
cadas as estratégias Reweighting e Prejudice
Remover, com destaque para a primeira,
que apresentou melhores resultados em jus-
tica para etnia, sem comprometer a acura-

cla.

Os resultados reforgam a importan-
cia de avaliar justica e aplicar estratégias
de mitigacao em modelos de satude, com
o apoio de especialistas da &area. KEstudos
futuros explorarao novas técnicas e a am-
pliacao dos atributos protegidos analisados.
Parte desses resultados estda sendo publi-
cada no Simpoésio Brasileiro de Banco de
Dados (SBBD) 2025, contribuindo para o
debate académico sobre justica algoritmica

na saude.
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