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INTRODUGAO:

Escoamentos 6leo-ar recebem a denominacao de escoamentos bifasicos uma vez que o ocorre o transporte simultaneo
de duas fases distintas. Esse tipo de escoamento € comum em diversos processos da industria quimica, e seu monitoramento
esta relacionado com a otimizag&o, seguranca e aspectos econémicos do processo envolvido (Ren et al, 2021). Um dos desafios
dessas industrias é a necessidade de determinar a fragao de gas livre no escoamento, denominada fragéo de vazio (Ren et al,
2021; Souza, 2021).

Técnicas baseadas em raios X, impedancia elétrica e medidores dpticos estéo entre as existentes para realizar a predigao
da fragdo de gas livre no escoamento (Figueiredo, 2016). Entretanto, problemas relacionados a seguranga, alto custo, ou
necessidade de tubulagdes transparentes dificultam suas aplicacbes. Uma alternativa a essas técnicas € a utilizagdo de
medidores ultrassonicos, pois apresentam baixo custo e facil manuseio, além de poderem ser instalados de forma nao intrusiva,
ou seja, ndo obstruem o escoamento (Araujo, 2021; Figueiredo, 2016; Souza, 2021). Essa técnica consiste no uso de transdutores
ultrassénicos que emitem ondas acusticas. Devido as caracteristicas do escoamento, as ondas emitidas sofrem reflexdes relativas
a interface liquido-gas, resultando em alteragbes de parametros da onda acustica, como a amplitude. Assim, &€ possivel extrair
informagdes a partir de sua analise (Souza, 2021).

Os trabalhos de Figueiredo (2020) e Souza (2021) apresentam modelos empiricos para a predi¢cao de fragdo de vazio
em escoamentos bifasicos utilizando sinais ultrassonicos obtidos por meio de medidas néo intrusivas. No entanto, Figueiredo
(2020) investigou apenas a faixa de 7,5 a 25% fragao de vazio em escoamentos 6leo-ar e obteve 18% de desvio em metade de
seus resultados. Souza (2021), por sua vez, estimou essa variavel fluidodindmica de escoamentos bifasicos com desvios
inferiores a 6%, mas se manteve em uma faixa mais restrita, de 1,5 a 13% de fragéo de vazio.

Diante do exposto, este trabalho teve por objetivo o desenvolvimento de diversos modelos de aprendizado de maquina
(machine learning) para estimar a fragdo de vazio de escoamentos 6leo-ar na faixa de valores de 8,0 a 70,0% a partir do
processamento de sinais ultrassonicos. Os modelos de aprendizado de maquina desenvolvidos neste trabalho cientifico foram os
seguintes: regressao linear/polinomial, arvore de decisao, floresta aleatéria, maquinas de vetores de suporte e redes neurais

artificiais.
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METODOLOGIA:

O banco de dados utilizado engloba sinais de eco ultrassénico adquiridos experimentalmente de escoamentos dleo-ar
na faixa de 8,0% a 70,0% de frag&o de vazio. Esses dados foram coletados no Laboratério de Controle e Automagéao de Processos
(LCAP) localizado na Faculdade de Engenharia Quimica da Unicamp conforme o esquema mostrado na Figura 1. Para tanto, foi
utilizado um transdutor de frequéncia central de 2,25 MHz durante 30 segundos. A frequéncia de repeticdo do pulso foi de 2000

Escoamento leo-ar Hz, de modo que o sinal ultrassénico contém 1100 pontos no total. Para cada amostra foram

Linhade
atraso

emitidos 32000 sinais de eco ultrassénico. Cada uma das amostras ultrassbénicas presente

Transdutor

Hitesnren no banco de dados foi proveniente de uma medicdo em diferentes condigbes de

S
SSSSSSSY

(il Dl L g escoamento dleo-ar vertical e ascendente. Além disso, € importante notar que o banco de

liquido-gas

Sy
SN

==
NS

Pulso emitido dados contém amostras referentes a trés padrdes distintos de escoamento: bolhas

SSS

YW
o 118 Reflexio na interface
e s ** 25 dispersas, pistonado e agitante, relacionados a diferentes distribuicdes das duas fases no
Ine ace gl‘l ﬂ-g S .
et escoamento. Um exemplo de sinal de eco ultrassénico é mostrado na Figura 2.
escoamento . .
O processamento dos sinais de eco
Figura 1 - Esquema da aquisicdo de  foj baseado na energia dos sinais de eco. A 0.2 1
sinais de eco ultrassénico. Adaptado . ) i
de Souza (2021). energia do sinal de eco é calculada pelo 0.1 1

somatorio das amplitudes, elevadas ao

"

portanto, foi escolhida para o processamento. O calculo da energia do sinal de , , , , | ,
4] 200 400 600 800 1000

eco foi aplicado para duas situagdes: ao sinal de eco completo, que engloba as sinal de eco

Amplitude (V)
o
o
L

quadrado, do sinal de eco (Lathi, 2007). Essa variavel é sensivel a concentragao

e dispersdao de bolhas no escoamento (Figueiredo, 2020; Souza, 2021) e,

reflexdes relativas a interface liquido-gas do escoamento bifasico e a interface Figura 2 - Exemplo de sinal coletado. Autor, 2025,
sélido-escoamento, e ao sinal de eco segmentado e relativo apenas as reflexées

na interface liquido-gas. O resultado € um vetor denominado sinal de energia, ao qual foram aplicadas medidas estatisticas para
serem usadas como variaveis de entrada dos modelos de aprendizado de maquina. As medidas estatisticas utilizadas foram a
mediana, o coeficiente de variagédo (CV), a entropia de Shannon e a média do sinal de energia (Smith, 2003).

Os modelos de aprendizado de maquina avaliados foram dos tipos regresséo linear/polinomial (linear/polynomial
regression - L/IPR), arvore de decisdo (decision tree - DT), floresta aleatéria (random forest - RF), maquinas de vetores de suporte
(support vector machines - SVR) e redes neurais (artificial neural network - ANN). O modelo de regressao linear foi escolhido pela
sua simplicidade e interpretabilidade. Além disso, 0 modelo de regresséo polinomial também foi estudado, em que o grau do
polindmio é escolhido como hiperparadmetro (Kuhn e Johnson, 2013). Também, avaliou-se os modelos baseados em arvores: a
arvore de decisao e a floresta aleatéria. A arvore de deciséo funciona a partir da divisao dos dados em subconjuntos menores
utilizando regras do tipo se-entao (if-then), encontrando a divisao cujo erro na predi¢cdo da variavel de saida é menor. O processo
se repete, dando origem aos chamados nés e folhas, o que faz com que o valor de cada folha seja atribuido pela média dos dados
de testes daquela regiao (Kuhn e Johnson, 2013; Muiller e Guido, 2007). A floresta aleatdria, por sua vez, trata-se de um conjunto
de arvores de decisao treinadas com diferentes particbes do banco de dados. A resposta final € dada considerando a média de
cada arvore de decisdo. Esse algoritmo de aprendizado de maquina € um dos mais robustos disponiveis e destaca-se por
introduzir elementos de aleatoriedade ao processo de treinamento, contribuindo para sua capacidade de generalizagédo (Géron,
2017). As maquinas de vetores de suporte foram outro tipo de algoritmo estudado. O objetivo desse algoritmo € encontrar uma
fungédo que se adeque aos dados, definindo uma margem de erro ao seu redor. Os pontos localizados fora desse limiar séo
chamados de vetores de suporte e sua penalizagédo € responsavel por influenciar o modelo (Kuhn e Johnson, 2013). O modelo
apresenta bom comportamento com dados ndo lineares pois pode utilizar fungbes em espagos multidimensionais (Awad e

Khanna, 2015; Kuhn e Johnson, 2013). Por fim, foi também avaliado o modelo de rede neural artificial. As redes neurais baseiam-
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se no funcionamento do cérebro humano. A forma de uma rede neural engloba uma camada de entrada, pelo menos uma camada
oculta e uma camada de saida. Em cada camada estao presentes os neurbnios, os quais sdo combinagoes lineares das variaveis
de entrada ou de neurdnios da camada anterior, normalmente transformados pela aplicagdo de uma funcdo de ativagdo (Kuhn e
Johnson, 2013).

Para o desenvolvimento dos modelos foi utilizada a linguagem de programacao Python, com a biblioteca SciKit-Learn
(Pedregosa, 2011). Apos a selegéo das variaveis de entrada, separou-se o banco de dados em dois conjuntos: 80% dos dados
foram utilizados para o treinamento dos modelos e 20% foram separados para teste. E importante ressaltar que o mesmo estado
aleatdrio foi utilizado para o treinamento dos diferentes modelos, de modo que todos eles foram treinados no mesmo conjunto de
dados. Além da divisao do banco de dados, foi feita a normalizagdo dos dados entre -1 e 1. Para cada um dos modelos estudados
& necessario realizar a sintonia de hiperparametros. Essa etapa € importante pois permite a sele¢do do modelo com melhor

performance de determinado algoritmo (Kuhn e Johnson, 2013). A faixa de hiperparametros avaliados é mostrada na Tabela 1.

Modelo Hiperparametro Faixa

L/PR Grau do polindmio (degree — D) D:[1;2;3;4;5;6;7;8; 9]
oT Profundidade maxima (PM), minimo de amostras para dividir PM: [1; 5; 10; 100], MN: [2; 5; 10; 50; 100], MF: [2; 5; 10; 100;
um né (MN), minimo de amostras por folha (MF) 1000]
Numero de arvores (A), profundidade maxima (PM), minimo
L . A: [50; 100; 200], PM: [None; 5; 10], MN: [2; 5; 10], MF: [1; 2; 4],
RF de amostras para dividisao (MN), minimo de amostras por MC:[1: 2 3: 4]
folha (MF), maximo de caracteristicas (MC) S
] o K: ['rbf; ‘linear’; ‘poly’ (D: 3; 4; 5)], C: [0,01; 0,1; 1; 10; 100], G:
SVR Kernel (K), regularizagéo (C), gamma (G), Tolerancia ()
[0,01; 0,1; 1; 10; 100], €: [0,01; 0,1; 1; 10; 100]
ANN Numero de neurdnios (N), fungdo de ativagéo (FA), alpha N:, FA: ['relu’; ‘tanh’; ‘identity’; ‘logistic’], A: [0,001; 0,01; 0,1], TA:

(A), taxa de aprendizado (TA), parada antecipada (PA) [0,0001; 0,001; 0,01], PA: [False, True]

Tabela 1 - Faixa de hiperpardmetros avaliados

O procedimento de sintonia de hiperpardmetros foi realizado utilizando a técnica de busca em grade (grid search) com
validagdo cruzada (cross validation). A busca em grade consiste no treinamento e validagdo do modelo para um dos conjuntos
possiveis de hiperparametros. A validagdo do modelo pelo método de validagéo cruzada foi feita dividindo o banco de dados em
cinco subconjuntos mutuamente excludentes. O treinamento é feito com quatro dessas particdes, de modo que a avaliagcdo do
modelo é feita com o subconjunto restante. Esse procedimento é realizado cinco vezes e a média das métricas de desempenho
€ calculada, permitindo a sele¢do do modelo com melhor métrica de desempenho (Kuhn e Johnson, 2013).

Apos a determinagdo do melhor conjunto de hiperparametros de cada modelo, realizou-se o teste de cada um deles
usando os 20% do banco de dados reservados para essa finalidade. Desse modo, foi possivel identificar os modelos de

aprendizado de maquina plausiveis para a tarefa de predigao de fragdo de vazio.

RESULTADOS E DISCUSSAO:

O processamento dos sinais de eco ultrassbnico, com a aplicacdo das medidas estatisticas ao sinal de energia, resultou

nas variaveis mais correlacionadas com a fragéo de vazio. A relagao entre essas variaveis e a fragdo de vazio € mostrada na

Figura 3.
y . e

g = £3 g i -

£ 60 € 501 3R £ 60 -% & 601
o Ry L3 Pt =)

] - 2 e 8 "3 g

s EA < . g . 5

> 401 5 > 401 4l | 7 a0 &%‘. . 2 40
° . R A ° Erhy ;P k]

2 s o c A 2 PR Ty o

S i vi © R = m R S e k!

8 20 s 4 .-f-u'- & 20 2 PP k4

£ 4 o 2 20+ s & ’ £ 20

. Rt 'ﬂ
2.0 2.5 3.0 0.2 0.4 0.6 0.8 1.0 40 60 80 100 120

Média do sinal energia (v?)

Mediana do sinal de energia (V)

Coeficiente de variagdo do sinal de energia

Entropia de Shannon do sinal de energia
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Essas variaveis foram a média do sinal de energia considerando o sinal completo, a mediana, o coeficiente de variagdo
e a entropia de Shannon considerando o sinal de energia relativo ao escoamento no interior da tubulagdo. Desse modo, essas
variaveis foram escolhidas como entrada dos modelos de aprendizado de maquina.

Observa-se que em nenhum dos casos as variaveis analisadas em relagao a fragdo de vazio apresentam comportamento
linear, com excegéo da média do sinal de energia que apresenta comportamento proximo da linearidade. Além disso, nota-se a
presenca dos trés grupos distintos de escoamento para a mediana e a entropia de Shannon do sinal de energia, relacionados
com os trés padrdes de escoamento presentes no banco de dados. O coeficiente de variagcao, por sua vez, apresenta uma
tendéncia inicialmente crescente na primeira regido do grafico e decrescente a partir de CV igual a 40. Desse modo, a média do
sinal de energia, calculada a partir do sinal completo, e a mediana, o coeficiente de variagdo e a entropia de Shannon, calculadas
a partir do sinal referente ao escoamento no interior da tubulagéo, foram utilizadas como variaveis de entrada dos modelos de
aprendizado de maquina.

A etapa de treinamento e selegao de hiperparametros indicou o melhor conjunto de hiperparametros para cada algoritmo,

mostrados na Tabela 2, juntamente com os valores de erro médio quadratico (MSE) da validagédo cruzada.
Modelo

Hiperparametro MSE da validagao cruzada

L/PR D: 1 0,0441
DT PM: 5; MN: 5; MF: 100; 0,0148
RF A: 200; PM: 10; MN: 10; MF: 4; MC: 2 0,0101

SVR K: ‘rbf; C: 1; G: 1; £: 0,01 0,0101

ANN N: 14; FA: relu’; A: 0,1; TA: 0,01; PA: False 0,0167

Tabela 2 — Resultados dos conjuntos com melhores hiperpard@metros de cada algoritmo
O teste dos modelos foi realizado com o conjunto de hiperparametros da Tabela 2, usando os 20% de dados presentes
no banco de teste. Os resultados de valores reais em fungdo dos preditos de fragdo de vazio estdo apresentados nas Figura 4,
5, 6, 7 e 8 em conjunto com as métricas de desempenho de cada teste.
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Figura 8 — Resultados do teste do modelo ANN

A partir da analise dessas
figuras, é possivel perceber que os
modelos de floresta aleatéria (RF) e
maquinas de vetores de suporte (SVR)
apresentaram melhores desempenhos
em relacdo aos outros modelos,
justificado pelos valores inferiores de

raiz do erro médio quadratico (RMSE) e
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erro médio percentual absoluto (MAPE). O restante dos modelos apresentou desempenho similar entre eles, no entanto, com
maiores valores de métricas de erro.

Os resultados para os modelos de melhor performance mostraram-se superiores aos obtidos por Figueiredo (2020) e
Souza (2021), uma vez que os desvios relativos foram menores e a faixa de fragdo de vazio estudada foi maior, respectivamente.
Além disso, também pode-se comparar os resultados deste trabalho aos resultados obtidos por Ren et al (2021). Ren et al (2021)
desenvolveram um sistema de coleta de dados ultrassénicos utilizando um transmissor e um receptor de pulsos acusticos. Em
seguida, aplicaram algoritmos de aprendizado profundo, combinando uma rede neural convolucional com memdaria de longo e
curto prazo (long short-term memory — LSTM), a fim de predizer a fragdo de vazio, obtendo um MAPE de 4,25% e um R? de
0,990. Nota-se que os modelos de aprendizado de maquina mais simples apresentaram resultados inferiores neste trabalho. No
entanto, é importante considerar que o custo computacional para o aprendizado profundo € maior em comparagao aos modelos

desenvolvidos neste trabalho (Goodfellow et al, 2016).

CONCLUSOES:

Portanto, é possivel concluir que o processamento de sinais de eco ultrassdnicos provenientes de medidas nao intrusivas
apresenta-se como uma alternativa para a predigdo da variavel fluidodindmica fragdo de vazio. A aplicacdo de medidas
estatisticas ao sinal de energia indicou a existéncia de correlagdo com a fragdo de vazio. Além disso, entre os modelos de
aprendizado de maquina em que essas variaveis foram aplicadas como entrada, a floresta aleatéria € as maquinas de vetores de
suporte, mostraram-se como modelos adequados para a realizar a tarefa de predigéo de fragdo de vazio em escoamentos liquido-

gas.
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