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I. INTRODUCAO

A drea de classificacio de comportamento de motoris-
tas, ou Driver Behavior Recognition (DBR), busca identifi-
car motoristas com comportamentos agressivos ou anormais
no trinsito. A detec¢do de tais comportamentos auxilia na
prevencdo de acidentes, na emissdo de alertas personalizados
para motoristas na determinacao de padrdes de motoristas com
maiores chances de causar acidentes. Embora existam diversos
estudos na drea, eles ainda sofrem de baixa reprodutibilidade,
principalmente por usarem majoritariamente dados privados,
uma vez que existe uma falta de dados rotulados disponiveis
publicamente (a coleta de dados de veiculos é custosa e pode
ser perigosa). Dessa forma, se torna invidvel a comparacio
entre diferentes técnicas de classificac@o e de coleta de dados.

Como uma forma de mitigar a falta de dados disponiveis
publicamente para classificagdo de comportamento de motoris-
tas, alguns estudos buscaram a geracdo de dados sintéticos a
partir de simuladores de trafego [1]], [2]. CARLA e SUMO
sdo dois desses simuladores, gratuitos e de cédigo aberto,
amplamente utilizados em direcdo autdbnoma e sistemas in-
teligentes de transporte. Embora nenhum deles tenha sido
inicialmente desenvolvido para a geracdo de dados inerciais de
alta qualidade, ambos tém sido empregados em contextos nos
quais tais dados sd3o de suma importincia, como na tomada
de decisdo autdnoma e na classificacdo de comportamentos
de motoristas. No entanto, até onde temos conhecimento,
nenhum desses estudos realizou uma verificagdo da qualidade
dos dados gerados em contextos reais, limitando o alcance de
suas conclusoes.

Este estudo é o primeiro a gerar dados inerciais de com-
portamentos normais e agressivos a partir de ambos os si-
muladores e verificar seu realismo, diversidade, coeréncia e
utilidade tomando como base um banco de dados naturalista,

o UAH-DrivesSet [3]]. Além disso, todo o cddigo € dispo-
nibilizado, de modo que novos experimentos com diferentes
configuracdes e tratamento de dados possam ser realizados
com facilidade. Os resultados mostram que os dados inerciais
gerados pelos simuladores ndo foram capazes de melhorar a
performance dos modelos de classificacio utilizados (Random
Forests, XGBoost e Support Vector Machines) e que podem
ser facilmente diferenciados de dados reais. As principais
contribuicdes, portanto, sdo: (1) a disponibiliza¢do dos dados e
do repositdrio utilizados{ﬂ que permitem uma facil geracdo e
andlise dos dados sintéticos dos simuladores para quaisquer
configuracdes; (2) uma andlise criteriosa da qualidade dos
dados gerados pelos simuladores SUMO e CARLA; (3) uma
andlise do impacto dos parimetros de comportamentos de
motoristas nos dados gerados.

II. METODO

O método se resume na geracdo de dados sintéticos de
comportamentos agressivos e normais de motoristas no transito
para comparag@o com o banco de dados reais UAH-DrivesSet.
Os dados de simuladores foram gerados no mapa padrio
Town0I do simulador CARLA e em sua versao convertida para
o simulador SUMO, mantendo as mesmas rotas em ambos 0s
simuladores. Foram testados pardmetros fixos definidos manu-
almente e parametros distintos para cada rota com geracdo a
partir de Grandes Modelos de Linguagem (LLMs). A partir
desses dados, foram aplicados testes de realismo, diversidade,
coeréncia e utilidade dos dados por meio de: treinamento em
dados reais e validacdo em dados sintéticos, classificacdo de
dados sintéticos e reais, treinamento em dados aumentados e
validag@o em dados reais, e visualiza¢do da projecao dos dados
sintéticos e reais [4]]. A secdo de métodos estd dividida em
geracdo de dados sintéticos a partir dos simuladores, métricas
de avaliagdo de qualidade de dados sintéticos e treinamento
de modelos de classificagfo.
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A. Geracdo de Dados Sintéticos

O simulador 2D SUMO (Simulation of Urban MObility)
surgiu nos anos 2000 com o objetivo de simular redes de
trafego e tem sido muito utilizado por pesquisadores para
estudar padrdes de mobilidade [5]. Anos depois, o simulador
3D CARLA (Car Learning to Act) foi introduzido como uma
plataforma focada em direcdo autdnoma, oferecendo suporte
para configuracio de ambientes e sensores realistas com o
apoio do motor fisico Unreal Engine® [6]. Esses simuladores
foram escolhidos por terem sido utilizados em uma ampla
gama de tarefas, desde sistemas de assisténcia a motoristas
aqueles que sdo capazes de tomar decisdes autdbnomas [/7].

A geracdo de dados sintéticos de simuladores foi realizada
de modo a explorar o miximo de cada simulador. O mapa
escolhido foi um dos mapas padrdo 3D do simulador CARLA,
TownOI, que possui uma versdo 2D a ser usada no SUMO.
Para cada um dos simuladores, foram definidos pardmetros
para direcdo normal e agressiva, divididos em parametros
fixos, mantidos em todas as rotas, e parametros gerados por
um LLM, a partir das descrigdes de cada parametro e com
diferentes valores para cada rota, aumentando a diversidade
das simulagdes. Foram geradas dez rotas, com o auxilio do
LLM, a serem executadas pelos simuladores, passando por
diversos pontos de interesse no mapa. Ambas as simula¢des
foram adicionados veiculos de fundo, de modo que existam
em torno de dez veiculos no mapa a todo momento, e
todos os semdforos foram congelados para reduzir o tempo
e a complexidade das simulagdes. Todas as coletas foram
realizadas a 10 Hz, de acordo com a frequéncia fornecida
pelo UAH-DriveSet. O simulador CARLA foi usado no modo
sincrono.

Os veiculos foram gerados no simulador CARLA com
a ferramenta Traffic Manager (TM) e somente parametros
relacionados a semdaforos e pedestres foram desconsidera-
dos. O simulador SUMO permite a utilizacdo de diversos
modelos de car-following e lane-changing, que definem o
comportamento do veiculo na simulagdo com uma grande
quantidade de parametros e que podem ter impacto substan-
cial, como mostrado em [§|]. Seguindo a recomendacio do
estudo e do manual do SUMO, foram utilizados os modelos
Extended Intelligent Driver Model (EIDM) e SubLane 2015
(SL2015) para car-following e lane-chaning, respectivamente.
Os parametros definidos para as simulagdes estdo exibidos nas
Tabelas Embora o LLM tenha gerado 28 parimetros
para a simulacdo com SUMO, nem todos foram ajustados
manualmente enquanto parametros fixos, € somente aqueles
que foram ajustados foram exibidos na tabela. Além disso,
foram gerados dez conjuntos possiveis de pardmetros pelo
LLM para cada simulador, um para cada rotina, e somente
um estd sendo exibido na tabela. Todos os parametros e
configuracdes estdo disponiveis no repositdrio do trabalho.

No total, foram gerados 194 e 201 minutos de dados com o
simulador CARLA com parametros fixos e de LLM, respec-
tivamente, e 216 e 293 minutos de dados com o simulador
SUMO com pardmetros fixos e de LLM, respectivamente.

Figura. 1. Exemplos de trajetérias ao longo do tempo do UAH-DriveSet e
para os simuladores SUMO e CARLA.

A diferenca em quantidade de amostras para cada simulador
é esperada, pois utilizam diferentes mecanismos de controle
de trifego e de roteamento de veiculos, além de momentos
em que a simulacdo no CARLA teve de ser interrompida
prematuramente por situacdes em que o veiculo fica preso.
Exemplos de trajetérias para os dois simuladores e para o
banco de dados real estdo mostrados na Figura

Tabela T
PARAMETROS FIXOS DE COMPORTAMENTO PARA MOTORISTAS COM
PERFIL NORMAL E AGRESSIVO NO SIMULADOR SUMO.

Parametro Normal  Agressivo
Distancia minima ao veiculo da frente (m) 2.5 1.0
Velocidade méaxima tedrica (m/s) 200 250
Capacidade de aceleragdo (m/s?) 2.6 3.5
Capacidade de frenagem (m/s?) 4.5 5.5
Multiplicador da velocidade da via 1.0 1.2
Frenagem de emergéncia (m/s?) 9.0 10.0

Tabela 11
EXEMPLO DE PARAMETROS GERADOS POR LLM DE COMPORTAMENTO
PARA MOTORISTAS COM PERFIL NORMAL E AGRESSIVO NO SIMULADOR
SUMO. UM CONJUNTO DE PARAMETROS E GERADO PARA CADA ROTINA.

Parametro Normal  Agressivo
Distancia minima ao veiculo da frente (m) 1.9 1.0
Velocidade maxima tedrica (m/s) 32.8 48.4
Capacidade de aceleracdo (m/s?) 2.2 4.5
Capacidade de frenagem (m/s?) 4.0 6.3
Frenagem de emergéncia (m/s?) 7.1 11.9
Multiplicador da velocidade da via 0.7 0.7

Tabela III
PARAMETROS FIXOS DE COMPORTAMENTO PARA MOTORISTAS COM
PERFIL NORMAL E AGRESSIVO NO SIMULADOR CARLA.

Parametro Normal  Agressivo
Distancia minima ao veiculo da frente (m) 3 1
Chance de ignorar semaforo (%) 100 100
Chance de ignorar placas de pare (%) 0 20
Chance de ignorar veiculos (%) 0 10
Chance de manter na faixa lenta (%) 30 0
Prob. de trocar para faixa esquerda (%) 5 20
Prob. de trocar para faixa direita (%) 5 20
Diferenca da velocidade alvo vs. limite (%) 20 -15

B. UAH-DrivesSet

UAH-DrivesSet é um banco de dados coletado a partir
do aplicativo de celular de monitoramento DriveSafe. Ele é



Tabela IV
EXEMPLO DE PARAMETROS GERADOS POR LLM DE COMPORTAMENTO
PARA MOTORISTAS COM PERFIL NORMAL E AGRESSIVO NO SIMULADOR
CARLA. UM CONJUNTO DE PARAMETROS E GERADO PARA CADA ROTINA.

Parametro Normal  Agressivo
Distancia minima ao veiculo da frente (m) 2.7 1.24
Chance de ignorar semaforo (%) 3.7 9.0
Chance de ignorar placas de pare (%) 0.9 52
Chance de ignorar veiculos (%) 0.9 3.6
Chance de manter na faixa lenta (%) 82.8 37.3
Prob. de trocar para faixa esquerda (%) 10.8 252
Prob. de trocar para faixa direita (%) 8.6 14.9
Diferenca da velocidade alvo vs. limite (%) 33 -2.7

composto de dados de seis veiculos e motoristas diferentes re-
alizando trés comportamentos (normal, agressivo e sonolento)
em dois tipos de estradas (rodovias e estradas secunddrias),
resultando em mais de 500 minutos de dire¢do com leituras
de diversos sensores, como acelerometro, giroscépio, GPS e
camera [3]]. Ele foi escolhido por ser o tnico banco de dados
publico encontrado a rotular comportamentos de motoristas e
por ser um dos bancos de dados mais citados na drea de DBR
[7]]. Os sensores relevantes para este estudo e fornecidos pelo
banco de dados s@o acelerometro, giroscopio e GPS (contendo
velocidade e angulo). Dados de acelerdmetro e giroscopio sdo
fornecidos para os trés eixos em 10 Hz e dados de GPS sdo
fornecidos em 1 Hz.

Embora o banco de dados tenha rétulos para comportamento
sonolento, nos voltaremos apenas para os comportamentos
normais e agressivos neste estudo, por ser particularmente
complexo de modelar o comportamento “’sonolento”’nos simu-
ladores. Os dados de cinco motoristas performando tais com-
portamentos foram unidos em tunico conjunto de dados que
foi dividido em treino e validag@o. Para isso, os dados de GPS
foram preenchidos em decorréncia da diferenca de frequéncia
de coleta, o que foi feito utilizando o valor mais préximo de
GPS nos instantes de tempo em que ndo foram coletados. Por
fim, foram obtidos aproximadamente 250 minutos de dados
reais para treinamento e 60 minutos de dados para validag@o.

C. Métricas de Qualidade de Dados Sintéticos

Seguindo métodos encontrados na literatura, como o uti-
lizado em [4], foram avaliados o realismo, a diversidade, a
coeréncia e a utilidade dos dados.

e Realismo: Fidelidade com a qual dados individuais re-
presentam dados do mundo real, como comportamento e
propriedades estatisticas.

e Diversidade: Variedade e cobertura dos dados sintéticos,
indicando sua capacidade de cobrir uma grande variedade
de diferentes variacdes dos dados reais, como a capaci-
dade de representar comportamentos agressivos de uma
ampla gama de motoristas.

e Coeréncia: Consisténcia e sentido légico dos dados
sintéticos como um todo, indicando, por exemplo, que
motoristas agressivos tenham distribui¢des diferentes de
motoristas normais, de maneira consistente.

o Utilidade: Capacidade dos dados sintéticos em cumpri-
rem seu propdsito, como aumentar a performance de
modelos de classificacio de comportamentos. E a métrica
mais utilizada em estudos de gerag¢do de dados sintéticos.

D. Teste de Qualidade de Dados Sintéticos

Para verificar cada métrica, os seguintes testes foram
aplicados: treinamento em dados reais e teste em dados
sintéticos (TRTS), pontuacdo discriminativa, ou Discrimina-
tive Score (DS), pontuacdo preditiva, ou Predictive Score
(PS), e visualizagdo da projecdo 2D t-distributed Stochastic
Neighbor Embedding (t-SNE). Para cada uma das métricas de
avaliacao foram treinados modelos de aprendizado de maquina
e aplicadas varreduras de hiperpardmetros, quando necessério.
Os modelos utilizados foram RandomForest Classifier (RF),
Support Vector Classifier (SVC) e XGBoost Classifier (XGB),
além do modelo de projecdo t-SNE.

o Treinamento em dados Reais, Teste em dados Sintéticos
(TRTS): Utiliza-se os dados do UAH-DrivesSet como
treinamento e dados sintéticos como validagdo. Todos
os modelos foram treinados com varreduras de hiper-
parametros. Bons desempenhos dos modelos nesse teste
indicam realismo e utilidade dos dados.

o Pontuacdo Discriminativa ou Discriminative Score (DS):
Utiliza-se uma mistura de dados sintéticos e reais, ro-
tulados como sintéticos ou reais, para treinamento e
validagdo. Somente modelo RF foi treinado para esse
teste e sua performance foi a maxima possivel. Bons
desempenhos nessa tarefa indicam que os dados reais
sdo facilmente distinguiveis dos sintéticos, mensurando
o realismo.

o Pontuacdo Preditiva ou Predictive Score (PS): Utiliza-
se os dados reais aumentados com dados sintéticos
para treinamento e dados reais para validagdo. Foram
treinados modelos RF, SVC, e XGB com varredura de
hiperpardmetros e aumentacdes em 20%, 60% e 100%
de dados sintéticos. Caso modelos treinados com da-
dos aumentados apresentem um desempenho melhor que
modelos treinados somente em dados reais, os dados
sintéticos tém utilidade e coeréncia com a realidade.

e Visualizacdio t-SNE: A projecio t-SNE permite a
visualizacdo de dados de alta dimensdo em somente
duas dimensdes, se tornando uma métrica qualitativa de
avaliacdo do realismo e da diversidade dos dados. Uma
grande interseccdo dos dados sintéticos e reais indica
que os dados sintéticos sdo realistas e possuem uma boa
diversidade.

Os modelos foram treinados somente com 0s sensores iner-
ciais fornecidos por cada um dos simuladores e que também
estdo presentes no UAH-DrivesSet. Para o simulador SUMO,
foram usados: magnitude da aceleracdo e da velocidade e
angulo. Para o simulador CARLA, foram usados: magnitude
da acelerag@o, acelerometro e giroscopio nos eixos z, y € z, €
angulo. Para realizar a avaliagdo usando UAH-DrivesSet como
dados de treino e validacdo, foram utilizados: acelerdmetro e
giroscopio nos eixos x, y e z, angulo e velocidade, tendo sido



excluidos sensores que ndo sdo contemplados por nenhum dos
simuladores para que a comparagdo seja justa. Os sensores
de posi¢ao foram descartados por ndo terem definicio no
mapa virtual, que ndo possui latitude e longitude. Todos os
resultados de treinamentos que incluem dados dos simuladores
utilizam este mesmo conjunto de sensores, dentre eles as
aumentagdes de dados.

Por se tratarem de dados de séries temporais, que ndo podem
ser fornecidos diretamente para modelos de aprendizado de
madquina, foi utilizada a técnica de janelas deslizantes, sliding
windows ou rolling windows, que realiza a quebra da série
temporal em janelas de tempo, cada uma com o rétulo do
comportamento do motorista que gerou os dados. A série
temporal é dividida em diversas janelas, cada uma composta
por dez instantes de tempo e com diferenca de cinco ins-
tantes de tempo entre elas (sobreposi¢do de 50%), que sdo
linearizadas e tratadas como amostras independentes. Embora
esse processamento cause a perda de dependéncias temporais
explicitas entre os instantes de tempo, modelos de aprendizado
de maquina sdo capazes de obter bons desempenhos em séries
temporais tratadas dessa maneira [9)]. Além disso, os dados
foram escalados e os comportamentos foram codificados em
0 para normal e 1 para agressivo.

III. RESULTADOS

Um dos resultados principais do trabalho € o repositério dis-
ponibilizado, que permite a recriaciio de todos os experimentos
realizados de maneira simples com quaisquer parametros,
mapas e configuragdes de simula¢do de ambos os simuladores.
Torna-se, assim, mais simples a comparacdo entre métodos de
aperfeicoamento dos simuladores (como ajuste de parametros
de comportamento), propostas de arquiteturas de aprendizado
de méquina e geracdo de dados sintéticos. Além do cédigo,
todos os dados gerados foram disponibilizados de maneira
organizada e todos os paradmetros de simulagcdo e dos modelos
de aprendizado de mdquina estdo detalhados no repositério.

A Tabela[V] apresenta os valores de Train Real, Test Synteh-
tic (TRTS). A partir dela € visivel que nenhum dos modelos foi
capaz de ter uma boa performance, sendo o melhor resultado
um Fl-score de 54%, muito pr6ximo da aleatoriedade. O re-
sultado sugere que os simuladores ndo foram capazes de gerar
padrdes similares aos padrdes reais, uma vez que o treinamento
em dados reais ndo foi permitiu que os modelos obtivessem
bons resultados em distinguir motoristas normais € agressivos
gerados nos simuladores. Embora os dados gerados com
LLM tenham obtidos os melhores desempenhos em ambos
os simuladores, indicando que a variabilidade dos pardmetros
ndo ¢ irrelevante, o conhecimento de comportamentos reais
ndo se aplicou aos comportamentos gerados sinteticamente,
tendo pouco realismo e baixa utilidade.

A Tabela [VI| apresenta os valores de Discriminative Score
(DS). A partir dela, vé-se que os modelos foram capazes de
distinguir perfeitamente entre os dados sintéticos e reais ao
serem treinados em bancos de dados mesclados de ambos os
simuladores, mesmo sem uma varredura de hiperpardmetros.
Este resultado sugere que amostras individuais de dados

sintéticos sdo facilmente distinguiveis de amostras individuais
de dados reais, ratificando seu baixo realismo tanto com
parametros fixos quanto com pardmetros gerados pelo LLM.

A tabela apresenta os valores de Predictive Score (PS),
o teste mais utilizado para medicdo de utilidade de dados
sintéticos. Nela, vé-se que treinamento e validacdo somente
com o UAH-DriveSet, sem nenhuma aumentacdo de dados,
levou ao melhor F1-score de 79%, seguido por diversos bancos
de dados com aumentacdo a partir do simulador SUMO e
as piores performances para aumentag¢des usando o simulador
CARLA. Embora a aumentacdo de dados tenha falhado para
ambos os simuladores, dado que a performance dos modelos
se tornou pior, os resultados mostram que dados gerados pelo
simulador SUMO tendem a perturbar menos o desempenho.
Dessa forma, estudos que buscam realizar um ajuste mais fino
de pardmetros de simulacdo do SUMO, como [10], podem
auxiliar na gera¢do de dados mais tteis e coerentes, embora
os outros testes também nado tenham sido favordveis para o
simulador. Nao houve diferenca substancial na geracdo de
parimetros com o LLM ou mantendo-os fixos.

Por fim, as projecdes t-SNE 2D sdo mostradas na Figura
com rotulamento de dados reais e sintéticos. Embora os
agrupamentos nao estejam distantes, a divisao dos dados reais
e sintéticos é muito clara e quase ndo existem regides de
intersecdo de dados sintéticos e reais, principalmente para
dados do simulador CARLA, corroborando com os resulta-
dos apresentados nos trés testes anteriores e explicitando a
também falta de diversidade nos dados, mesmo nos dados com
parametros variados gerados pelo LLM.

Tabela V
METRICAS DE PERFORMANCE PARA TRTS ORDENADAS POR F1-SCORE.
NENHUM MODELO TREINADO EM DADOS REAIS TEVE BOM DESEMPENHO
EM DADOS SINTETICOS. XGB FOI 0 MELHOR MODELO EM TODOS 0S

TESTES.
Dados comparados \ Fl-score Acuracia Recall Precisao
sumo_llm 0.54 0.55 0.55 0.54
sumo_fixed 0.50 0.51 0.51 0.50
carla_llm 0.50 0.50 0.50 0.50
carla_fixed 0.43 0.59 0.59 0.34
Tabela VI

METRICAS DE PERFORMANCE PARA DS ORDENADAS POR F1-SCORE.
TODOS 0S MODELOS SAO RF E OBTIVERAM PERFORMANCE PERFEITA,
INDICANDO DADOS SINTETICOS FACILMENTE SEPARAVEIS.

Dados comparados \ Fl-score Acuracia Recall Precisao
sumo_fixed 1.00 1.00 1.00 1.00
sumo_llm 1.00 1.00 1.00 1.00
carla_fixed 1.00 1.00 1.00 1.00
carla_llm 1.00 1.00 1.00 1.00

IV. CONCLUSAO

Os resultados do experimento validam o funcionamento do
repositério criado e demonstram que os simuladores SUMO
e CARLA nido foram capazes de apresentar bons resultados



Tabela VII
METRICAS DE PERFORMANCE PARA PS ORDENADAS POR F1-SCORE PARA
DIVERSOS DATASETS. OS SUFIXOS fixed E [lm INDICAM A ORIGEM DOS
PARAMETROS, 0S SUFIXO0S 20, 60, 100 INDICAM A PORCENTAGEM DE
DADOS SINTETICOS. A MELHOR PERFORMANCE FOI DO MODELO QUE NAO
RECEBEU NENHUM DADO SINTETICO.
MELHOR MODELO: * RF; 1 XGB; ¢ SVC.

Dados comparados \ Fl-score Acuracia Recall Precisdao
© uah 0.79 0.79 0.79 0.79
1 sumo_uah_fixed_20 0.74 0.74 0.74 0.74
1 sumo_uah_llm_60 0.73 0.73 0.73 0.73
1 sumo_uah_fixed_100 0.73 0.73 0.73 0.73
* sumo_uah_llm_20 0.73 0.73 0.73 0.73
* sumo_uah_Ilm_100 0.73 0.73 0.73 0.73
* sumo_uah_fixed_60 0.73 0.73 0.73 0.73
1 carla_uah_fixed_20 0.66 0.67 0.67 0.68
t carla_uah_llm_20 0.66 0.67 0.67 0.69
1 carla_uah_llm_60 0.65 0.66 0.66 0.69
*x carla_uah_fixed_100 0.64 0.64 0.64 0.64
* carla_uah_llm_100 0.63 0.63 0.63 0.63
* carla_uah_fixed_60 0.61 0.61 0.61 0.61
*x carla_llm 0.44 0.48 0.48 0.46
T sumo_llm 0.42 0.49 0.49 0.48
*x carla_fixed 0.38 0.49 0.49 0.48
* sumo_fixed 0.34 0.50 0.50 0.75

Figura. 2. Projecdes t-SNE 2D comparando dados reais com dados sintéticos
para simuladores CARLA e SUMO com parametros fixos e gerados por LLM.
Nota-se claramente a divisdo entre dados sintéticos e reais.

em nenhum dos testes (realismo, diversidade, coeréncia e utili-
dade) com os parametros utilizados, se mostrando insuficientes
para aplicacOes reais com o banco de dados UAH-DriveSet.
Dentre as possiveis causas da falha estdo a qualidade da
simulacdo e dos modelos de trafego, a qualidade dos sensores
gerados (desde aplicacdo de ruido até modelos fisicos) e a
dissimilaridade entre o cendrio real e o cendrio simulado.

O simulador CARLA, embora 3D e munido de um mo-
tor fisico, apresenta variacdes muito bruscas de aceleracdo
e desaceleracdo dos veiculos, levando a um padrdo pouco
realista de acelerdmetro durante as simulacdes e, consequen-
temente, a resultados ruins quando aplicados a cendrios reais.

O simulador SUMO, embora apresente melhores modelos
de trifego e direcdo, fornecendo dados mais préximos do

z

esperado, ndo € voltado para a avaliacdo de sensores e nao
fornece diversos eixos de acelerdmetro e giroscopio, limitando
seu alcance para aplicagcdes em cendrios reais e dificultando
seu uso para aumentacdo de dados. Além disso, a diferenca
entre as vias em que foi coletado o UAH-DriveSet e aquelas do
mapa virtual Town0!l podem ter afetado os resultados obtidos.
Por fim, os resultados salientam a necessidade de validacao
em ambientes reais de modelos treinados em ambientes virtu-
ais com os simuladores CARLA e SUMO, reiterando que a
validagdo em dados sintéticos pode ser criticamente enviesada
devido a dificuldade de geracdo de dados sintéticos de veiculos
no trifego. E fundamental que estudos utilizando os simu-
ladores tenham bases de comparacdo sélidas para que seus
resultados sejam conclusivos. Os proximos passos do trabalho
envolvem a defini¢do de pardmetros de forma mais rigorosa a
partir da comparagdo com dados reais para verificar a melhora
em performance, o treinamento dos modelos com bancos de
dados sintéticos pré-processados de modo a tornar os sensores
dos simuladores mais realistas, e a aplicacdo de extratores de
caracteristicas antes do treinamento dos modelos.
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