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INTRODUGAO:

O Material Particulado (MP) é um polu-
ente atmosférico, caracterizado como um con-
junto de particulas, solidas ou liquidas, suspen-
sas na atmosfera. O didmetro aerodinamico des-
sas particulas, que é inferior a 100 ym, lhes con-
fere a capacidade de serem transportadas pela
atmosfera. Logo, ndo é incomum encontrar es-
sas particulas em algum ponto distante de seu
local de emissao, que pode ser tanto por fontes
naturais como antropogénicas (DA SILVA
BRITO; FABRIZ SODRE; DE ALMEIDA, 2018).

O escopo deste trabalho esta limitado as
particulas com didmetro aerodinamico médio de
2,5 ym (MP25). Essas particulas estao associa-
das a doencgas respiratérias, uma vez que sao
pequenas o bastante para serem inaladas e ins-
talarem-se no sistema respiratério (GUARI-
EIRO; VASCONCELLQOS; SOLCI, 2011).

Embora o Conselho Nacional de Meio
Ambiente (CONAMA), por meio da Resolug¢éo n°
506 de 2024 (BRASIL, 2024) e de normativas
anteriores, reconhecga os impactos da poluigédo
atmosférica na saude publica e tenha delegado

ao Ministério do Meio Ambiente e Mudancga do

Clima (MMA) a responsabilidade de monitorar a
qualidade do ar, o Relatério Anual de Acompa-
nhamento da Qualidade do Ar (Ministério do
Meio Ambiente e Mudanga do Clima, 2024, p.
19) mostra que as estagdes de monitoramento
estdo concentradas em poucas regides do pais.
Essa limitagdo compromete uma avaliagcéo
abrangente da qualidade do ar em todo o territé-
rio nacional. No estado de Sao Paulo, por exem-
plo, de acordo com o Relatério de Qualidade do
Ar de 2023 da Companhia Ambiental do Estado
de Sao Paulo (CETESB), apenas 42 dos 645
municipios possuem algum tipo de monitora-
mento (CETESB, 2024).

Diante disso, este projeto busca propor
uma metodologia alternativa para complementar
as atividades de monitoramento em localidades
onde nao existem estacdes. A ideia é processar
séries historicas de dados obtidos por satélites
para estimar as concentragdes de poluentes na
superficie, utilizando algoritmos de aprendizado
de maquina como apoio.

Foram escolhidas aqui as Random Fo-
rests, que sdo modelos que ja vém sendo utiliza-
dos com sucesso na literatura em modelagens

similares de predicdo de MP (Alkhodaidi et al.,
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2024). Para validagao dos resultados, foram uti-
lizados dados coletados pelas estagcbes de mo-
nitoramento do Sistema de Informagdes da Qua-
lidade do Ar (QUALAR) da CETESB (CETESB,
2025). E, como alternativa as estagdes de moni-
toramento, dados meteoroldgicos e de concen-
tracdo de MP; s foram obtidos a partir da reana-
lise Modern-Era Retrospective Analysis for Re-
search and Applications, versdo 2 (MERRA-2 —
GMAO, 2024).

METODOLOGIA:

A literatura propde diversas abordagens
para modelar a predigdo de MP2s, como por
exemplo, usar exclusivamente os dados sobre 0
poluente, obtidos através de satélites, ou combi-
nar dados de satélites com dados medidos por
estacdes em terra, como dados meteoroldgicos
(Kumaretal., 2023). Além disso, a Densidade
Optica dos Aerosséis, uma propriedade obser-
vada pelos satélites, é vista como potencial vari-
avel para apoiar tarefas de predigdo (MAO;
SHEN; FENG, 2017). Sendo assim, foram reali-
zados cinco experimentos, em uma tentativa de
abranger as modelagens mais frequentes, com-
binando dados obtidos a partir do sistema QUA-
LAR e da reanalise MERRA-2.

Dentre as cidades que possuem esta-
¢des de monitoramento da CETESB, foram es-
colhidas trés: Guarulhos (GRU), Rio Claro (RC)
e Sao José do Rio Preto (SJRP). A coordenada
geografica de cada estagao foi usada para ob-
tencao dos dados do MERRA-2.

Os critérios para escolha das cidades fo-
ram a disponibilidade de séries temporais de
MP25 com poucos dados faltantes e configura-
¢oes similares das estagbes da CETESB. Todas

as estagdes possuem uma area de abrangéncia

de 50 x 50 km, e possuem cerca de 90 a 95%
dos dados preservados.

ApOs analise da distribuicdo dos dados,
foram aplicados thresholds (limiares) inferiores e
superiores, removendo-se valores abaixo de
3 ug/m? e acima de 150 ug/m?, e periodos com
dados faltantes foram excluidos.

Os experimentos foram realizados inicial-
mente para a cidade de Guarulhos, sendo as
medicoes da estagao local utilizadas como “valor
alvo” dos modelos. Nessa etapa, 90% dos dados
disponiveis foram empregados para o treina-
mento e a validagéo, enquanto os 10% restan-
tes, assim como os dados das demais cidades,
foram reservados para a etapa de testes.

Os experimentos foram organizados
para que cada modelo recebesse um determi-
nado numero de observacdes passadas de suas
respectivas variaveis (features), e usasse essa
“janela temporal” para prever a concentracéo de
MP2 s sempre uma hora a frente do fim da janela
(t+1). As janelas variaram em tamanho entre 12,
24, 48 e 72 medicdes (horarias) anteriores.

Cada experimento foi avaliado com uma
validacao do tipo Time Series Split, que envolve
dividir a série, preservando a ordem temporal, e
analisar o desempenho dos modelos em cada
subdivisdo. Ao todo, foram realizadas dez divi-
sdes, e a cada uma foi realizada uma medicao
de erro quadratico médio (mean squared error,
MSE) e de erro médio absoluto (mean absolute
error, MAE). Essas métricas foram avaliadas ao
longo de 30 execugdes para cada variacao de
janela de cada experimento.

A Tabela 1 oferece uma visao geral dos
experimentos. A coluna features lista quais infor-
magdes os modelos tiveram acesso durante a

etapa de treinamento.
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Tabela 1 — Descrigdo dos experimentos realizados em Guarulhos

‘ Experimento ‘ Descricao Features
Apenas BCSMASS,

variaveis do DUSMASS25,
E1 MERRA-2 OCSMASS,

relacionadas SO4SMASS,
ao MP2s SSSMASS25

E1 com
E2 acréscimo de | E1 + AODANA
AOD
E1 com E1+ QV10M,
acréscimo de | Q500, Q850,
E3 variaveis T10M, T500,

meteoroldgicas | T850, PBLH,
do MERRA-2 | TOTEXTTAU

Diregao do
vento, Diregéo
do vento global,

E1 com Presséf).
acréscimo de atmqsferlca,
A Radiacao Solar
E4 variaveis Global
meteoroldgicas Températura do
do QUALAR 1 A¢ " Umidade
Relativa Do Ar,
Velocidade Do
Vento
Medigdes de
E5 MP25 de outra | MP2s de Itaim
estagao Paulista
proxima
PM2.5 =
Formula DUSMASS25+
. sugerida pela OCSMASS+
Baseline documentagao gggm2§§2;+
do MERRA-2 | g545MASS*

(132.14/96.06)

Para os experimentos E1 a E3, os dados
de entrada foram obtidos exclusivamente a partir
do MERRA-2, e as siglas da Tabela 1 sdo as
mesmas dos conjuntos “tavg1_2d_aer_ Nx”,
“tavg1_2d_slv_Nx” e “tavg1_2d_flx_Nx" das ba-
ses de dados da reanalise.

Como os dados do MERRA-2 sao dispo-
nibilizados seguindo o fuso horario UTC, com
medic¢des horarias que se iniciam as 0:30, foi re-
alizada entao uma conversao para GMT-3 (Ho-
rario de Brasilia), para alinhamento da série com
os dados do QUALAR. E como o QUALAR dis-

ponibiliza medi¢ées em horas completas, uma

interpolagéo linear foi aplicada aos dados do
MERRA-2.

O experimento E4 tem como objetivo
avaliar se a combinagao de dados de satélite
com dados meteorolégicos medidos localmente
€ mais eficaz do que utilizar exclusivamente in-
formagdes provenientes de satélites (como no
experimento E3).

O melhor modelo de cada experimento,
selecionado na etapa de validacdo, foi nova-
mente avaliado na etapa de testes, utilizando da-
dos n&o vistos durante o treinamento. Os melho-
res modelos treinados com os dados de Guaru-
Ihos foram aplicados as demais cidades, rece-
bendo as mesmas combinacgdes de features uti-
lizadas no treinamento, mas agora com informa-
coes referentes a Rio Claro e Sao José do Rio
Preto, com o objetivo de prever as concentra-
¢Oes de MP3 s dessas cidades. Essa etapa teve
o intuito de avaliar se um modelo treinado em
uma localidade com dados conhecidos de MP
consegue generalizar seu aprendizado, permi-
tindo sua aplicagdo em regides onde apenas da-
dos de satélite estdo disponiveis.

Considerando as propriedades do MP3s,
que permitem seu transporte a longas distan-
cias, o experimento E5 busca avaliar se as me-
dicbes em uma estagao podem explicar as con-
centragdes registradas em outra, mais distante.
Na etapa de validacao, as medicbes da estacao
do bairro de Itaim Paulista, da cidade de Sao
Paulo, foram utilizadas para estimar os valores
em Guarulhos, como descrito na Tabela 1. Con-
tudo, para a etapa de teste, novos modelos fo-
ram treinados, mantendo apenas as configura-
¢oes utilizadas em Guarulhos, descritas na Ta-
bela 2. Foram realizados dois experimentos: no

primeiro, um modelo treinado com dados de Rio
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Claro foi usado para estimar as medi¢cdes em
Sao José do Rio Preto; no segundo, um modelo
treinado com dados de Séo José do Rio Preto foi
usado para estimar as medi¢gées em Rio Claro.
Esse pareamento oferece dois contextos distin-
tos: Guarulhos e Itaim possuem estagdes na
mesma area de abrangéncia, enquanto Rio
Claro e Sao José do Rio Preto estado situadas a
uma distancia maior.

Por fim, o baseline € um modelo simples
de ajuste dos dados a partir de uma féormula su-
gerida na documentagdo do MERRA-2, para o
calculo da concentracdo de MP; 5 na superficie.
Para fins de comparacgao, os valores do baseline
também foram divididos nos mesmos periodos
de validagéo e teste, e foram avaliados ao longo
do tempo, com o Time Series Split.

Os hiperparametros de cada modelo fo-
ram definidos através de Random Search, imple-
mentado em Python com o auxilio da biblioteca
Scikit-learn (Pedregosa et al., 2011). A Tabela 2
apresenta os melhores hiperparametros retorna-

dos pelo algoritmo para cada experimento.

RESULTADOS E DISCUSSAO:

A Tabela 3 apresenta as médias e des-
vios-padrao de MAE e MSE obtidos na valida-
¢ao, associadas a janela temporal (“t’) que gerou
os melhores resultados em cada experimento.

Os modelos apresentaram resultados
positivos em comparagdo com o baseline du-
rante a etapa de validacao e teste. No teste (Ta-
bela 4), destacam-se os modelos E3 e E4, que
incluem dados meteoroldgicos e foram ligeira-
mente melhores que os modelos E1 e E2, que

utilizam apenas dados dos poluentes.

Tabela 2 — Melhores hiperparametros para cada experimento

‘Experimento Hiperparametros

max_depth =80,
max_features = log2,
E1 min_samples_leaf=12,
min_samples_split=2,
n_estimators = 273
max_depth = 100,
max_features = log2,
E2 min_samples_leaf=12,
min_samples_split=20,
n_estimators=300
max_depth = 37,
max_features = log2,
E3 min_samples_leaf=12,
min_samples_split=20,
n_estimators = 224
max_depth = 84,
max_features = None,
E4 min_samples_leaf=10,
min_samples_split=17,
n_estimators=298
max_depth = 99,
max_features= sqrt,
ES min_samples_leaf=14,
min_samples_split=6,
n_estimators=300

Tabela 3 — Resultados da etapa de validagao em Guarulhos

Experimentos MSE MAE t
E1 169,39+0,56 10,16+0,01 -48
E2 159,18+0,62 9,79+0,01 -48
E3 153,14+0,86 9,5+0,02 -48
E4 169,77+1,18 9,63+0,03 -48
ES5 (Itaim) 164,09+0,29 9,69+0,01 -12
Baseline 250,57+91,21 10,60+2,13 NA

Tabela 4 — Resultados da etapa de testes para Guarulhos

" Experimentos | wse | RWSE |

E1 392,09 14,65
E2 387,02 14,60
E3 310,29 13,17
E4 301,36 12,45
E5 (Itaim) 276,41 12,16
Baseline 440,55 15,16

Ja a avaliagcdo dos modelos para a ci-
dade de Rio Claro é dada na Tabela 5. E possi-
vel notar que os modelos n&do generalizam tao
bem o seu aprendizado para explicar de forma
satisfatéria as medicdes na cidade de Rio Claro.
Ja para a cidade de Sao José do Rio Preto (Ta-

bela 6), os resultados foram positivos.
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Tabela 5 — Resultados da etapa de teste para Rio Claro

Seuporimonton | WSE | RusE |

E1 (GRU) 349,24 13,52
E2 (GRU) 290,79 12,64
E3 (GRU) 294,44 12,79
E4 (GRU) 328,16 13,75
E5 (SJRP) 443,17 14,49
Baseline 285,71 11,48

Tabela 6 — Resultados da etapa de teste para S. J. do Rio Preto

xporimentos | WSE | WAE

E1 (GRU) 147,61 9,01
E2 (GRU) 145,23 9,04
E3 (GRU) 204,28 9,40
E4 (GRU) 153,20 9,29
E5 (RC) 168,01 8,98
Baseline 217,12 10,01

Uma possivel explicacédo para os resulta-
dos de E1 a E4 pode estar nas caracteristicas
especificas de cada cidade. E possivel que haja
maior similaridade entre Guarulhos e S. J. do Rio
Preto que entre Guarulhos e Rio Claro. Nesse
caso, essas diferencas regionais impactam a ca-
pacidade de generalizagdo do modelo, que sera
capaz de realizar predicdes de forma satisfatéria
apenas para localidades com caracteristicas se-
melhantes aquelas usadas em seu treinamento.

Por fim, em Guarulhos e em S. J. do Rio
Preto, os experimentos ES5, que utilizaram ape-
nas séries de MP coletadas em localidades pro-
ximas, demonstraram bons resultados. Isso in-
dica que estacoes ja existentes podem prover fe-

atures Uteis para os modelos.

CONCLUSOES:

Esse trabalho reforga o uso de modelos
de Random Forest para predicdao de Material
Particulado Atmosférico e indica que dados co-
letados de satélites tém potencial para serem
usados como features.

Como trabalhos futuros, observou-se

gue os modelos podem vir a se beneficiar tanto

de uma melhor compreensao de como as varia-
veis meteorolégicas se relacionam com as me-
dicbes de MP quanto da inclusdo de aspectos
relacionados a dindmica de massas de ar na at-

mosfera.
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