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INTRODUÇÃO: 

Nos últimos anos, com o avanço dos serviços em nuvem, análise de big data e internet das 

coisas (IoT), o processamento em tempo real tornou-se crucial. Aplicações como sistemas de 

transporte inteligentes e Indústria 4.0 exigem o processamento de grandes volumes de dados, 

frequentemente realizado na nuvem. Isso aumenta a demanda por data centers e redes de alta 

capacidade, necessitando de melhorias nas próximas gerações de comunicações wireless e ópticas. 

Redes neurais artificiais de valores reais (RVNNs) têm sido utilizadas para diversas aplicações, mas 

são subótimas para variáveis complexas. Redes neurais de valores complexos (CVNNs) foram 

propostas para melhorar a performance e velocidade de convergência, embora ainda sejam pouco 

exploradas. A rede neural de função de base radial em domínio complexo (C-RBF) destaca-se por sua 

baixa complexidade computacional, mas enfrenta problemas de convergência em sistemas 

dependentes de fase. Este projeto visa estender as C-RBFs rasas para múltiplas camadas, 

aumentando a capacidade de generalização sem aumentar significativamente a complexidade. A 

implementação da C-RBF profunda em Python resultou na aceitação de um artigo para apresentação 

no "19th International Symposium on Wireless Communication Systems". 

METODOLOGIA, RESULTADOS E DISCUSSÃO: 

Equalização de Canal 

No contexto das telecomunicações, a transmissão de dados utiliza um canal físico, como cabo 

coaxial, fibra óptica ou ar (sem fio), para enviar sinais de um transmissor a um receptor. Durante a 

transmissão, o sinal pode sofrer distorções e interferências, como atenuação, ruído AWGN e 

dispersão. A equalização de canal é uma técnica usada para minimizar essas distorções, permitindo 
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que o sinal chegue ao receptor o mais próximo possível do original. Existem diferentes tipos de 

equalizadores, como o estático, que utiliza uma combinação linear de amostras do sinal recebido, e o 

adaptativo, que ajusta seus parâmetros dinamicamente para se adaptar às variações do canal. 

 

A Figura 1 apresenta um esquema básico de equalização de canal, onde  representa os 𝑥
𝑖

símbolos transmitidos,  são os símbolos após terem sido afetados pelos efeitos do canal e   são os 𝑦
𝑖

𝑥
𝑖

símbolos recuperados pelo equalizador. 

 

Figura 1: Esquema simplificado de equalização de canal. 

A C-RBF e PT-RBF profundas são comparadas usando duas arquiteturas de duas camadas. Foram 

realizadas 50 rodadas de simulação com 5000 dados de treinamento e 100.000 de teste. Cada iteração 

consistiu em 10.000 épocas de treinamento com fator de paciência de 1000 épocas (early stopping) e batch 

size de tamanho 100. Os parâmetros das arquiteturas, como passos adaptativos e número de neurônios em 

cada camada, são mostrados na Tabela 1. 

 

Tabela 1:Parâmetros da C-RBF e PT-RBF profundas para o problema de equalização de canal.   

Calculamos os valores médios de BER (Taxa de Erro de Bits) e MSE (Erro Quadrático Médio) 

para a C-RBF e a PT-RBF com duas camadas escondidas, conforme apresentado na Tabela 2. 
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Tabela 2: Resultados da C-RBF e PT-RBF profundas para o problema de equalização de canal. 

​ Função de Valor Complexo Sintética 

​ A definição da aproximação da função complexa sintética é dada por , onde  e  𝑍 = 𝑍
1
2 + 𝑍

2
2 𝑍

1
𝑍
2

são números complexos com módulo menor que 2,5. 

​  As arquitetura de CVNNs utilizadas foram a C-RBF com duas camadas, ambas com 10 

neurônios, e a PT-RBF Profunda com duas camadas, ambas com 6 neurônios. Para treinamento foram 

utilizadas 1000 amostras e para teste 2000 amostras. Os parâmetros das redes, otimizados por 

tentativa e erro, estão detalhados na Tabela 3. 

​  

 

Tabela 3: Parâmetros da C-RBF e PT-RBF profundas para a Função de Valor Complexo Sintética. 

 

Foram conduzidas 50 simulações utilizando diferentes conjuntos de dados de treinamento para 

ambos os cenários. As redes foram treinadas ao longo de 5.000 épocas, utilizando uma estratégia de 

parada antecipada (early stopping) com fator de paciência de 1000 épocas, e um batch size de 

tamanho 10. 

Os resultados obtidos das médias de RMSE, RMSE Absoluto, Fase RMSE são mostrados na Tabela 4. 
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Tabela 4: Resultados para as diferentes arquiteturas CVNNs para Aproximação Função de Valor 

Complexa. 

Com isso, foi verificado que a C-RBF Profunda apresentou melhor ˆexito nos resultados, mostrando os 

menores valores médios de RMSE total, RMSE de ângulo e RMSE absoluto.  

CONCLUSÕES: 

As redes neurais no domínio complexo estão ganhando interesse, especialmente para dados 

complexos. A proposta de estender as redes de função de base radial (C-RBFs) para múltiplas 

camadas visa melhorar a capacidade de generalização mantendo baixa complexidade computacional. 

As C-RBFs rasas são viáveis para processamento adaptativo de sinais, apesar de limitações em 

sistemas dependentes de fase. Estender essas redes para múltiplas camadas pode beneficiar 

aplicações como canais wireless dinâmicos e imagens no domínio da frequência. O projeto busca 

avançar o conhecimento e criar uma base sólida para futuras pesquisas e aplicações práticas, com a 

C-RBF profunda mostrando potencial em testes de equalização de canal e funções de valor complexo. 
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